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ОБЩАЯ ХАРАКТЕРИСТИКА РАБОТЫ 

Актуальность темы. Автоматизация управления движением является 

интенсивно развивающимся направлением совершенствования автомобильного 

транспорта, которое призвано повысить безопасность и комфорт пассажирских и 

грузовых перевозок. Лидирующие мировые автопроизводители демонстрируют 

прототипы беспилотных автомобилей и внедряют функции частичной автоматизации 

управления движением в серийные автомобили. Высокий интерес к данной теме 

обуславливает интенсивный рост связанных с ней разработок и исследований, а также 

создает основания для формирования базы нормативных документов. В частности, 

стандарт SAE J3016 предлагает классификацию систем автоматического управления 

движением (АСУД), разделяя их на 5 уровней в зависимости от реализуемых функций. 

АСУД решает комбинацию задач, состоящую из анализа дорожного окружения и 

планирования управляющих действий на основе результатов этого анализа. Хотя 

степень развития АСУД уже позволяет эксплуатировать оснащенные ими автомобили 

на дорогах общего пользования (в ограниченных условиях движения и под контролем 

водителя-человека), данная область техники является довольно новой и содержит 

множество недостаточно проработанных аспектов. Существующим алгоритмам АСУД 

свойственны недостатки. Так, алгоритмы технического зрения допускают ошибки 

анализа дорожных ситуаций, которые могут приводить к аварийным ситуациям. 

Алгоритмы планирования движения не всегда способны справиться со своими 

задачами, особенно в сложном дорожном окружении. Таким образом, актуальными 

задачами являются устранение недостатков АСУД и совершенствование их 

алгоритмической базы. Настоящая работа направлена на решение этих задач. 

Целью работы является повышение безопасности и улучшение характеристик 

движения автомобиля под управлением АСУД. Для достижения этой цели необходимо 

решить следующие задачи: 

1. Провести анализ исследований в области автоматического управления 

движением автомобиля с учетом дорожной обстановки и ее идентификации средствами 

технического зрения. 

2. Разработать математическую модель движения автомобиля. Выполнить 

проверку адекватности и точности модели. 

3. Разработать усовершенствованный алгоритм идентификации участников 

дорожного движения и их параметров с использованием средств технического зрения. 

Исследовать работоспособность и эффективность алгоритма.  

4. Разработать усовершенствованный алгоритм идентификации проходимого 

пространства с использованием средств технического зрения. Исследовать 

работоспособность и эффективность алгоритма. 

5. Разработать усовершенствованный алгоритм автоматического управления 

траекторным движением автомобиля с учетом дорожной обстановки. Исследовать 

работоспособность и эффективность алгоритма. 

Научная новизна работы: 

1. Разработан и исследован новый нейросетевой алгоритм автоматического 

управления движением автомобиля, в котором построение траектории движения 

осуществляется с использованием карты занятого пространства с учетом 

динамических свойств автомобиля, ограничений на параметры его движения и 

критериев качества движения, которые «изучаются» нейронной сетью с помощью 

математической модели движения автомобиля, используемой в функции обучения. 
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2. Разработан и исследован новый нейросетевой алгоритм анализа дорожной 

обстановки, позволяющий идентифицировать участников дорожного движения и 

определять их параметры (тип, габаритные размеры, пространственное расположение), 

представляющие важность при решении задачи безопасного автоматического 

управления движением автомобиля. Предложена оригинальная функция обучения 

алгоритма, позволяющая обеспечить его многозадачность. 

3. Разработан и исследован новый нейросетевой алгоритм анализа дорожной 

обстановки, позволяющий определять области пространства, доступные для 

безопасного движения автомобиля. Новизну алгоритма составляет функция обучения, 

которая в зависимости от требований, предъявляемых к безопасности движения, 

позволяет снизить количество ложноположительных или ложноотрицательных 

срабатываний алгоритма. 

Практическая значимость работы 

1. Разработано программное обеспечение, реализующее автоматическое 

управление траекторией движения автомобиля с учетом окружающей дорожной 

обстановки и использованием критериев активной безопасности. Программное 

обеспечение может использоваться как центральный элемент АСУД автомобилей 

различных уровней автоматизации. 

2. Разработано программное обеспечение, реализующее функцию 

идентификации участников дорожного движения и их параметров (типа, размеров, 

пространственного расположения), окружающих автомобиль под управлением АСУД, 

посредством анализа изображений, получаемых от камер технического зрения. 

3. Разработано программное обеспечение, реализующее функцию 

распознавания пространства, доступного для безопасного движения автомобиля, 

посредством анализа изображений, получаемых от камер технического зрения. 

Компоненты программного обеспечения, перечисленные в п.п. 1-3, могут быть 

скомбинированы в программный комплекс, выполняющий функции управления 

движением автомобиля, оснащенного АСУД различных уровней автоматизации. 

Применение данного программного комплекса как многозадачного алгоритма 

управления АСУД позволит снизить сложность программной части системы 

технического зрения без потери качества идентификации. Результатом станет 

уменьшение вычислительной нагрузки на контроллер системы технического зрения, 

что позволит оптимизировать его ресурсы, повысить функциональность и 

эффективность. 

Реализация результатов работы: 

1. Результаты исследования использовались при выполнении прикладного 

научного исследования в рамках государственного контракта № 

21412.087R310700.20.02 «Проведение виртуальных исследований движения 

транспортных средств с интеллектуальными системами активной безопасности в 

различных критических и экстремальных условиях» с Министерством 

промышленности и торговли РФ в 2021-2022 гг. 

2. Результаты исследования использовались при выполнении прикладного 

научного исследования в рамках соглашения № 14.624.21.0049 «Разработка и 

экспериментальная апробация прототипа перспективного беспилотного грузового 

транспортного средства с электроприводом на базе шасси КАМАЗ с компоновкой без 

кабины водителя для осуществления логистических перевозок» с Министерством 

образования и науки РФ в 2017-2019 гг. 
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Методы исследования. Теоретические исследования основаны на методах теории 

системы ВАДС, теории автомобиля, теории сверточных нейронных сетей и глубокого 

обучения, теории автоматического управления, математического моделирования, 

теории оптимизации и вычислительной математики. Экспериментальные исследования 

основаны на методах проведения виртуально-физических и дорожных испытаний 

автомобилей и их систем, а также на методах обработки результатов испытаний. 

Объектом исследования является система «автомобиль-водитель», в которой 

тактические функции водителя выполняются совокупностью автоматических 

алгоритмов, способных осуществлять управление движением автомобиля на основе 

анализа дорожной обстановки. Физические эксперименты проводились с 

использованием легкового автомобиля «Лада Веста» и системы технического зрения 

на основе видеокамер и вычислительных устройств с многоядерными процессорами. 

На защиту выносятся: 

1. Алгоритм планирования безопасной траектории движения автомобиля с учетом 

окружающей дорожной обстановки на основе сверточной нейронной сети и 

математической модели движения автомобиля, используемой в функции обучения. 

Результаты исследования работоспособности и эффективности алгоритма. 

2. Алгоритм идентификации участников дорожного движения и их параметров, 

основанный на использовании сверточной нейронной сети и оригинальной функции 

обучения, обеспечивающей многозадачность алгоритма. Результаты исследования 

работоспособности и эффективности алгоритма. 

3. Алгоритм распознавания пространства, доступного для безопасного движения 

автомобиля, основанный на использовании сверточной нейронной сети и 

оригинальной функции обучения, обеспечивающей уменьшения числа 

ложноположительных или ложноотрицательных срабатываний. Результаты 

исследования работоспособности и эффективности алгоритма. 

Степень достоверности результатов работы. 

 Достоверность математического моделирования движения автомобиля и 

результатов исследования разработанного алгоритма управления движением 

подтверждается научной обоснованностью использованных методов, а также 

сопоставлением расчетных данных с измерениями, полученными в ходе дорожных 

испытаний автомобиля «Лада Веста». Достоверность результатов исследования 

разработанных алгоритмов технического зрения подтверждается научной 

обоснованностью использованных методов, а также вычислением оценочных метрик, 

произведенном в соответствии с принятой процедурой экспериментального 

исследования алгоритмов технического зрения, и сопоставлением полученных метрик с 

показателями известных алгоритмов-аналогов. 

Апробация работы. Основные результаты работы доложены на 4-х научно-

технических конференциях: Международных автомобильных научных форумах 

МАНФ-2019, 2020 «Технологии и компоненты наземных интеллектуальных 

транспортных систем», на международной конференции IEEE 12th International 

Conference on Electronics, Computers and Artificial Intelligence (ECAI), 2020, на 112-й 

Международной научно-технической конференции ААИ «Конструктивная 

безопасность АТС», 2022 г. 

Публикации. По теме диссертации опубликовано 4 печатных работы, в том числе 

3 в изданиях, рекомендованных ВАК РФ для публикаций материалов диссертаций на 

соискание ученых степеней доктора и кандидата технических наук и в международных 

базах (Scopus, Web of Science). 
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Структура и объем работы. Диссертация состоит из введения, 5 глав, общих 

результатов и выводов, списка литературы и четырех приложений. Общий объем 

работы составляет 160 страниц без приложений, включая 73 рисунка и 15 таблиц. 

Библиография работы содержит 150 наименований. 

 

СОДЕРЖАНИЕ РАБОТЫ 

Во введении обоснована актуальность темы работы – совершенствования 

инструментария исследования и создания автомобилей с АСУД посредством методов 

теории системы ВАДС и теории нейросетевого анализа изображений. Представлена 

краткая характеристика АСУД и сформулированы задачи, которые необходимо решать 

для их развития. Представлены цель и задачи работы, научная новизна, практическая 

ценность и положения, выносимые на защиту. 

В первой главе представлен анализ исследований в областях, составляющих 

научную основу АСУД. В качестве базы для формирования алгоритмов управления 

рассматривается теория системы «водитель-автомобиль-дорога-среда» (ВАДС). 

Проведен анализ основополагающих работ в области теории ВАДС, в частности работ 

научных школ под руководством А.А. Хачатурова и Л.Л. Гинцбурга. Рассмотрен 

описательный анализ водителя с позиций нервной и физиологической деятельности и 

переход от этого анализа к синтезу автоматических регуляторов, выполняющих 

функции водителя. Отмечено, что для использования теории ВАДС при исследовании 

и разработке АСУД ее методы должны быть дополнены методами анализа 

окружающего автомобиль пространства и построения траектории движения 

автомобиля с учетом конфигурации этого пространства. 

Проведен анализ нейросетевых алгоритмов технического зрения, выполняющих 

две ключевые задачи анализа дорожного окружения: идентификацию участников 

дорожного движения и их характеристик и распознавание областей окружающего 

пространства, доступных для движения автомобиля. В аспекте решения первой задачи 

были рассмотрены одно- и двухступенчатые детекторы дискретных объектов и методы 

идентификации объектов с использованием карт диспарантности, ограничивающих 

рамок и трехмерных моделей объектов интереса. В ходе анализа рассмотрены работы 

ведущих специалистов в данной области:  Redmon, S. Hinterstoisser и др. 

  При анализе второй задачи технического зрения рассмотрены различные 

архитектуры нейросетевых алгоритмов, выполняющих анализ изображений 

окружающего пространства, называемый также семантической сегментацией. 

Проанализированы алгоритмы FCN, U-Net, SegNet, DeepLab, Enet и их исследования, 

выполненные E. Shelhamer, и др. Kohl. SO. Ronneberger,  Также рассмотрены функции 

обучения алгоритмов семантической сегментации. Отмечено, что большинство 

известных функций основано на использовании коэффициентов Жаккара или 

Сёренсена–Дайса, которые не учитывают различия между ошибками первого и второго 

рода.  

Проведен анализ работ в области планирования траекторий движения 

транспортных средств. Проанализированы исследования J. Canny, E. Dijkstra, J. Petereit 

и др. Рассмотрены алгоритмы на основе разбиения пространства диаграммами 

Вороного, алгоритмы с использованием графов, «случайных деревьев» и 

«искусственных потенциальных полей», а также алгоритмы на основе методов 

искусственного интеллекта – нейронных сетей, эволюционной оптимизации и 

нечеткой логики. Произведена классификация существующих алгоритмов по 
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принципу их работы, рассмотрены условия, в которых применяются алгоритмы, 

особенности их работы. 

По результатам анализа, проведенного в главе 1, выделены ключевые недостатки 

рассмотренных алгоритмов АСУД и сформирована концепция архитектуры 

усовершенствованных алгоритмов, устраняющих эти недостатки и улучшающих 

рабочие характеристики АСУД. 

В качестве основного недостатка известных алгоритмов планирования движения 

было отмечено то, что при построении траектории они не учитывают динамические 

свойства автомобиля и ограничения на параметры его движения, что делает результаты 

работы этих алгоритмов не всегда пригодными для выполнения в реальных условиях 

движения. Также известные алгоритмы учитывают геометрию автомобиля излишне 

упрощенно: автомобиль считается материальной точкой, а вокруг препятствий 

создаются «области безопасности» определенной площади, что в некоторых дорожных 

ситуациях не позволяет алгоритмам находить решения. 

Для создания усовершенствованного алгоритма планирования движения, 

лишенного перечисленных недостатков, предложен подход, комбинирующий методы 

теории системы ВАДС и интеллектуальные алгоритмы планирования траектории 

движения. Основным методом теории ВАДС, используемым в данном подходе, 

является построение алгоритма управления движением автомобиля на основе его 

математической модели и ограничений, налагаемых на его динамические и 

управляющие параметры. Этим будет обеспечиваться физическая осуществимость 

получаемого управления, а также его безопасность и комфортность для пассажиров. 

Вторым методом теории ВАДС является использование модели водителя в виде 

регулятора, устанавливающего связь между траекторией движения автомобиля и углом 

поворота рулевого колеса. Используемый принцип планирования траекторий 

основывается на карте занятого пространства, которая строится по результатам анализа 

изображений дорожного окружения, выполняемого алгоритмами компьютерного 

зрения. Задачей алгоритма является построение траектории перемещения автомобиля 

в целевую точку, не допуская его соприкосновения с недоступными для движения 

областями. Комбинирование подходов состоит в обучении нейросетевого алгоритма с 

применением как математических моделей автомобиля и водителя, так и критериев 

планирования траектории с учетом дорожного окружения. 

Недостатком известных алгоритмов обнаружения участников дорожного 

движения и определения их параметров является их узкоспециализированная природа, 

что обуславливает необходимость их объединения в программные комплексы, 

предъявляющие высокие требования к вычислительным ресурсам. Для устранения 

этого недостатка предлагается синтезировать универсальный алгоритм, решающий как 

задачу обнаружения участников дорожного движения, так и задачу оценки их 

параметров. Основой такого алгоритма являются оригинальная (или 

модифицированная) архитектура нейронной сети и новая функция обучения. 

Наиболее существенным недостатком известных алгоритмов идентификации 

проходимого пространства является отсутствие неравнозначности ошибок первого и 

второго рода, из-за чего алгоритмы могут допускать ошибки, критичные с точки зрения 

безопасности движения автомобиля. Для устранения этого недостатка предлагается 

использовать функции обучения, вводящие штрафы за ложноположительные оценки. 

Во второй главе описаны математические модели автомобиля и водителя, 

которые используются для обучения нейросетевого алгоритма планирования 

траектории; выполнена оценка адекватности и точности моделей. 
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Разработанная модель динамики автомобиля основана на велосипедной 

расчетной схеме при допущении линейных по углу бокового увода характеристик 

бокового сцепления шин. Выбор модели обоснован тем, что исследуемые режимы 

движения отражают типичную эксплуатацию автомобиля в городских условиях, 

которые характеризуются скоростями до 60 км/ч, опорными поверхностями с 

асфальтовым покрытием и боковыми ускорениями до 5 м/с2 (т.е. ниже диапазона 

экстренных маневров). Также приняты допущения, что во время движения автомобиля 

значения нормальных реакций опорной поверхности не изменяются, а дорога имеет 

нулевой уклон и не меняет своих характеристик. 

Расчетная схема математической модели динамики автомобиля показана на 

рисунке 1. Система координат математической модели, связанная с кузовом 

автомобиля, имеет обозначение 𝑥𝑦𝑧. Ее начало совпадает с центром масс автомобиля, 

ось x направлена вдоль продольной оси автомобиля вперед, ось y направлена вдоль 

поперечной оси автомобиля влево, вертикальная ось 𝑧 перпендикулярна опорной 

поверхности и направлена вверх.  

 
Рисунок 1 – Расчетная схема модели динамики автомобиля 

На основании расчетной схемы получена следующая система уравнений:  

 

{
 
 
 
 
 

 
 
 
 
 𝑚 · 𝑎𝑦 = 𝑚 · (

𝑑𝑣𝑦

𝑑𝑡
+ 𝑣𝑥 · 𝜔𝑧) =  𝑅𝑦1 · cos(𝛿𝑘) + 𝑅𝑦2

𝑀𝑧 = 𝐼𝑧 ·
𝑑𝜔𝑧
𝑑𝑡

=  𝑅𝑦1 · cos(𝛿𝑘) · 𝑙1 − 𝑅𝑦2 · 𝑙2

𝑅𝑦1 = с1 · 𝛼1
𝑅𝑦2 = с2 · 𝛼2

𝛼1 = −𝑎𝑟𝑐𝑡𝑔 (
𝑣𝑦 + 𝜔𝑧 · 𝑙1

𝑣𝑥
) + 𝛿𝑘

𝛼2 = −𝑎𝑟𝑐𝑡𝑔 (
𝑣𝑦 − 𝜔𝑧 · 𝑙2

𝑣𝑥
) ,

 

 

 

 

 

 

(1) 

 

где 𝑚 – масса автомобиля; 𝑎𝑦 – боковое ускорение центра масс; 𝑣𝑦- боковая скорость 

центра масс; 𝑣𝑥 – продольная скорость центра масс автомобиля, которая задается при 

обучении нейронной сети;  𝑀𝑧  – инерционный момент, действующий на автомобиль 

относительно оси 𝑧, 𝐼𝑧 – момент инерции автомобиля относительно оси 𝑧; 𝜔𝑧 – угловая 

скорость автомобиля относительно оси 𝑧 (скорость рыскания); 𝑅𝑦1, 𝑅𝑦2– боковые 

проекции касательных реакций опорной поверхности, действующих на переднюю и 
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заднюю оси автомобиля соответственно, 𝛿𝑘- угол поворота переднего обобщенного 

колеса; 𝑙1, 𝑙2- расстояния по оси 𝑥 от центра масс до передней и задней осей автомобиля 

соответственно; с1, с2– коэффициенты сопротивления уводу передней и задней 

осей; 𝛼1, 𝛼2–углы увода передней и задней осей. 

Входными сигналами модели являются угол поворота рулевого колеса и 

продольная скорость автомобиля 𝑣𝑥 . Угол поворота рулевого колеса 𝜃р.к. преобразуется 

в угол поворота колеса передней оси 𝛿𝑘 при помощи передаточной характеристики 

рулевого управления.  

Для исследования динамических параметров автомобиля при движении по 

построенным алгоритмом траекториям, а также для реализации компонентов целевой 

функции, регулирующих форму траектории в соответствии с поставленными 

ограничениями, движение по траектории представляется в виде последовательности 

управляющих воздействий на рулевое колесо. Для реализации такого управления в 

работе был применен курсовой регулятор типа Pure Pursuit (англ. «чистое 

преследование»). Для расчета значения угла поворота среднего управляемого колеса 

метод Pure Pursuit использует геометрические параметры объекта управления и 

геометрию опорной траектории. Расчетная схема регулятора приведена на рисунке 2. 

 
Рисунок 2 – Расчетная схема для вывода уравнений траекторного регулятора Pure Pursuit 

Из расчетной схемы выводится следующее выражение для определения угла 

поворота среднего управляемого колеса 𝛿𝑘: 

 

𝛿𝑘 = arctg (𝑃
2𝐿sin (𝛼)

𝑙𝑑
), 

(2) 

 

где параметр Р является настраиваемым коэффициентом усиления регулятора, 𝑙𝑑 

определяет радиус поиска целевой точки (𝑙𝑑 = R), L – колесная база автомобиля, 𝜑 – 

курсовой угол автомобиля. Угол 𝛼 определяется из схемы на основании геометрического 

расчета. 

Оценка адекватности разработанной математической модели движения 

автомобиля производилась при помощи экспериментальных данных, полученных в 

результате дорожных испытаний переднеприводного легкового автомобиля «Лада 

Веста» (рисунок 3). Испытания представляли собой траекторные маневры автомобиля, 

выполняемые на горизонтальной асфальтовой площадке. В процессе испытаний 

выполнялось измерение координат автомобиля, его курсового угла и скорости. Для 
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этого использовалась спутниковая навигационная система с поддержкой режима 

высокоточных измерений. Также с помощью инерциального датчика измерялись 

боковое ускорение и скорость рыскания автомобиля. Угол поворота рулевого колеса 

измерялся штатным бортовым датчиком автомобиля. 

На рисунке 4 представлен пример 

сравнения результатов моделирования с 

данными испытаний. По результатам 

моделирования нескольких характерных 

маневров были определены погрешности 

расчета основных параметров движения 

автомобиля. Среднеквадратические ошибки 

(СКО) по скорости рыскания и боковому 

ускорению в среднем  составили: СКО 𝜔𝑧 ≈ 

4%, СКО 𝑎𝑦  ≈ 19,5%. Средняя и 

максимальная ошибки отслеживания 

траектории регулятором Pure Pursuit составили 

соответственно ∆сред.≈ 0,06…0.15 м, ∆макс.≈ 

0.09…0.38 м. В результате исследования был сделан вывод о приемлемой адекватности 

и точности разработанных моделей и возможности их применения в задачах 

разработки и обучения алгоритма планирования траектории движения автомобиля. 

 

 

Рисунок 4 – Сравнение результатов моделирования с экспериментальными данными 

 

В третьей главе представлено описание и исследование разработанного 

алгоритма идентификации участников дорожного движения и их параметров. Подход 

к созданию многозадачного алгоритма, предложенный и реализованный в настоящей 

работе, расширяет функциональность нейросетевого алгоритма-детектора путем 

добавления в процесс обучения новых задач без усложнения архитектуры сети, что в  

 

 

Рисунок 3 – Фрагмент дорожных 

испытаний автомобиля 

 



11 
 

основном достигается за счет ее 

репрезентативной емкости. 

Разработанная архитектура нейронной 

сети (рисунок 5) представляет собой 

одноступенчатую сеть-детектор, в 

качестве основы использующую 

сверточную нейронную сеть YOLOv2, а 

также концепцию skip-соединений для 

сохранения низкоуровневых признаков 

между слоями сети. Применение такого 

подхода позволяет достичь высокого 

быстродействия и качества работы 

алгоритма, а также производить 

масштабирование архитектуры в 

соответствии с масштабом входного 

изображения, количеством и типом 

идентифицируемых параметров 

обнаруженных объектов и другими 

факторами. 

Для обучения нейронной сети 

предложена оригинальная целевая 

функция, включающая две группы 

аддитивных критериев. Для 

формирования первой группы 

критериев используется аннотация к 

изображениям, содержащая в себе класс 

объекта c и параметры рамки, 

ограничивающей объект на 

изображении: 𝑥, 𝑦 – координаты геометрического центра рамки, 𝑤, ℎ – ширину и 

высоту рамки соответственно. Эти параметры определяют три основных компонента 

первой группы критериев целевой функции: компонент 𝐿𝑖,𝑗
𝑥𝑦𝑤ℎ

 (уравнение 1), 

являющийся функцией положения 𝑥̂𝑖,𝑗, 𝑦̂𝑖,𝑗 и значений параметров 𝑤̂𝑖,𝑗, ℎ̂𝑖,𝑗 

ограничивающей рамки (здесь и ниже знак «^» означает не фактическое значение 

параметра, а его оценку алгоритмом); компонент 𝐿𝑖,𝑗
𝑝

 (уравнение 2), являющийся 

функцией  вероятности наличия объекта/объектов на изображении 𝐶̂𝑖,𝑗; компонент 𝐿𝑖,𝑗
𝑐  

(уравнение 3), являющийся функцией типа объекта 𝑝𝑖,𝑗
𝑐  .  

 

𝐿𝑖,𝑗
𝑥𝑦𝑤ℎ

=
𝜆коорд

𝑁𝐿об

∗ ∑ ∑𝐼𝑖,𝑗
об

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

((𝑥𝑖,𝑗 − 𝑥̂𝑖,𝑗)
2
+ (𝑦𝑖,𝑗 − 𝑦̂𝑖,𝑗)

2
+ (√𝑤𝑖,𝑗 − √𝑤̂𝑖,𝑗)

2

+ (√ℎ𝑖,𝑗 − √ℎ̂𝑖,𝑗)
2

),  

 

 

 

 

(3)   

 

Рисунок 5 – Архитектура разработанной 

нейронной сети для анализа внешних 

объектов 
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где 𝜆коорд – весовой коэффициент; 𝐺ℎ , – количество строк в выходном слое сети, 𝐺𝑤 – 

количество столбцов в выходном слое сети, 𝐵– количество якорных рамок в 

конфигурации сети. 𝑁𝐿об– нормирующий коэффициент по количеству объектов в 

обучающем экземпляре, определяемый следующим образом: 

 

𝑁𝐿𝑜𝑏𝑗 = ∑ ∑𝐼𝑖,𝑗
об

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

, 

 

(4) 

где 𝐼𝑖,𝑗
об – индикаторная функция, определяющая существование какого-либо объекта в 

j-й рамке i-й ячейки сетки обучающего экземпляра и задаваемая следующими 

условиями: 

𝐼𝑖,𝑗
об = {

1, если 𝐶𝑖,𝑗 = 1

иначе 0
 

 

(5) 

 

где 𝐶𝑖,𝑗 – оценка достоверности существования объекта. 

𝐿𝑖,𝑗
𝑝
= −

𝜆класс
𝑁дост

· ∑ ∑𝐼𝑖,𝑗
об ·

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

∑ 𝑝𝑖,𝑗
𝑐

𝑐 𝜖 класс

log (𝑝̂𝑖,𝑗
𝑐 ), 

 

(6) 

где 𝑝𝑖,𝑗
𝑐 – вероятность принадлежности объекта к классу объектов c в экземпляре 

обучающей выборки (составляет 1 для действительного значения класса объекта и 0 

для остальных классов); 𝑝̂𝑖,𝑗
𝑐  – предсказанное значение вероятности принадлежности 

объекта к классу объектов c; 𝜆класс – весовой коэффициент; 𝑁дост – нормирующий 

коэффициент, определяющийся с помощью следующего выражения: 

𝑁дост = ∑ ∑(𝐼𝑖,𝑗
об + 𝐼𝑖,𝑗

от.об.(1 − 𝐼𝑖,𝑗
от.об.)),

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

 

 

(7) 

где 𝐼𝑖,𝑗
от.об. – индикаторная функция, определяющая отсутствие какого-либо объекта в j-

й рамке i-й ячейки сетки: 

𝐼𝑖,𝑗
от.об. = {

1, еслиmax 𝐼𝑂𝑈оценка.𝑖,𝑗
истина𝑖,𝑗

< 0.6 и 𝐶𝑖,𝑗 = 0

иначе 0
 , 

 

(8) 

где 𝐼𝑂𝑈оценка.𝑖,𝑗
истина.𝑖,𝑗

 – коэффициент Жаккара. 

Коэффициент Жаккара, также известный как IoU (от англ. Intersection Over Union), 

в числовом виде отражает меру пересечения множеств P и G и определяется 

следующим образом: 

𝐼𝑜𝑈(𝑃, 𝐺) =
|𝑃𝐺|

|𝑃| + |𝐺| + |𝑃𝐺|
. 

 

(9) 

𝐿𝑖,𝑗
𝑐 =

1

𝑁дост
(𝜆об ∑ ∑𝐼𝑖,𝑗

об ·

𝐵

𝑗=0

(𝐼𝑂𝑈оценка.𝑖,𝑗
истина.𝑖,𝑗

− 𝐶̂𝑖,𝑗)
2

𝐺ℎ·𝐺𝑤

𝑖=0

+ 𝜆от.об. ∑ ∑𝐼𝑖,𝑗
от.об. ·

𝐵

𝑗=0

(0 − 𝐶̂𝑖,𝑗)
2

𝐺ℎ·𝐺𝑤

𝑖=0

),     

 

 

 

(10) 
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где 𝜆об, 𝜆от.об. –  весовые коэффициенты. 

Критерии второй группы формируются на основе схемы, представленной на 

рисунке 6. Используемая система координат параллельна плоскости дороги, ее начало 

находится в точке установки камеры технического зрения, а оси z и x ориентированы 

соответственно вдоль и поперек автомобиля, оснащенного системой зрения. Курсовой 

угол объекта 𝜃 отсчитывается от оси z. Объект охвачен прямоугольной рамкой длиной 

𝑙об и шириной 𝑤об. Рамка задается ключевыми точками: геометрическим центром с 

координатами 𝑥об, 𝑧об и вершинами прямоугольника  𝑝1- 𝑝4.  

Координаты ключевых точек объекта рассчитываются с помощью следующих 

геометрических соотношений: 

 

𝑧𝑖,𝑗,𝑘
об = 𝑧𝑖,𝑗

об ±
𝑙𝑖,𝑗
об

2
· 𝑐𝑜𝑠𝜃𝑖,𝑗 ±

𝑤𝑖,𝑗
об

2
· 𝑠𝑖𝑛𝜃𝑖,𝑗 , 

𝑥𝑖,𝑗,𝑘
об = 𝑥𝑖,𝑗

𝑜𝑏𝑗
±
𝑙𝑖,𝑗
об

2
· 𝑠𝑖𝑛𝜃𝑖,𝑗 ±

𝑤𝑖,𝑗
об

2
· 𝑐𝑜𝑠𝜃𝑖,𝑗 . 

 

 

(11) 

 

В уравнении расчета координаты 𝑧𝑝 первое слагаемое берется со знаком «+» для 

точек k =1, 2 и со знаком «−» для k = 3,4; в уравнении для 𝑥𝑝 первое слагаемое берется 

со знаком «+» для k = 2, 3 и со знаком «−»  для k = 1,4. 

 
Рисунок 6 – Схема определения ошибок оценки ориентации объекта в плоскости дороги 

Рассчитанные координаты и курсовой угол объекта используются в качестве 

аргументов во второй группе компонентов целевой функции. Она включает компонент 

𝐿𝑖,𝑗
точки, зависящий от точности оценки положения ключевых точек объекта в 

пространстве, и компонент 𝐿𝑖,𝑗
угол

, определяемый точностью оценки угловой ориентации 

объекта: 

𝐿𝑖,𝑗
точки =

𝜆об
4 · 𝑁𝐿об

∑ ∑∑𝐼𝑖,𝑗
об ∙ 𝑊𝑖,𝑗

расст
((𝑧𝑖,𝑗,𝑘

об − 𝑧̂𝑖,𝑗,𝑘
об )

2
+ (𝑥𝑖,𝑗,𝑘

об − 𝑥̂𝑖,𝑗,𝑘
об )

2
)

4

𝑘=1

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

, 

 

(12) 
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𝐿𝑖,𝑗
угол

=
𝜆угол

𝑁𝐿об
∑ ∑𝐼𝑖,𝑗

об ∙ 𝑊𝑖,𝑗
расст

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

((𝑠𝑖𝑛𝜃𝑖,𝑗 − 𝑠𝑖𝑛𝜃𝑖,𝑗)
2
+ (𝑐𝑜𝑠𝜃𝑖,𝑗 − 𝑐𝑜𝑠𝜃𝑖,𝑗)

2
), 

 

(13) 

где 𝜆угол, 𝜆об – весовые коэффициенты. 𝑊𝑖,𝑗
расст

 – весовая функция. 

Для обучения и тестирования разработанного алгоритма использовался набор 

данных KITTI, который содержит аннотированные изображения, собранные на дорогах 

общего пользования при помощи автоматизированного транспортного средства, 

оснащенного оборудованием для видеосъемки. На рисунке 7 приведен пример анализа 

одной из тестовых дорожных ситуаций.  

 

 
Рисунок 7 – Пример идентификации участников дорожного движения.  

а – входное изображение с ограничивающими рамками объектов,  

б – модель дорожной ситуации, построенная алгоритмом 

 

В верхней части рисунка показано входное изображение с ограничивающими 

рамками обнаруженных объектов, а в нижней – модель дорожной ситуации, 

построенная алгоритмом в виде набора прямоугольников, ограничивающих 

габаритные размеры идентифицированных объектов в плоскости дороги и снабженных 

информацией о типах этих объектов и их параметрах. Прямоугольники с заливкой 

соответствуют оценкам алгоритма, без заливки – истинным положениям объектов в 

соответствии с аннотациями тестовой выборки. Прямоугольником бирюзового цвета 

обозначен автомобиль, с которым связана точка наблюдения (камера технического 

зрения). Зеленый цвет соответствует объектам класса «легковой автомобиль», а 
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красный – классам «грузовой автомобиль» и «фургон/микроавтобус». Среднее время 

работы алгоритма составило 81.59 миллисекунд. 

Качество обнаружения объектов разработанным алгоритмом было оценено 

посредством метрики mAP (средняя точность) и сопоставлено с показателями 

известных сетей-детекторов, обеспечиваемых ими в том же наборе данных. На рисунке 

8 это сопоставление показано в виде гистограммы, ранжирующей алгоритмы в порядке 

повышения точности идентификации. Под каждым столбцом гистограммы указано 

название соответствующего детектора. Показатель mAP разработанного алгоритма 

выделен оранжевым столбцом. Из гистограммы видно, что общий уровень качества 

алгоритма в его текущей реализации (т.е. с ограниченным количеством классов в 

обучающей выборке) сопоставим с лучшими из известных детекторов. 

 
Рисунок 8 – Сравнение параметра mAP разработанного алгоритма с известными 

алгоритмами-детекторами в задаче обнаружения объектов и определения их классов 

 Для оценки качества идентификации параметров распознанных объектов были 

рассчитаны величины средней абсолютной (САО) и относительной (СОО) ошибок 

идентификации ширины, длины, угла ориентации объекта и расстояния между 

объектом и точкой наблюдения. Результаты расчета ошибок для разработанного 

алгоритма и их сравнение с аналогичными показателями известных алгоритмов DisNet 

и TUD-DCNN представлены в таблице 1. 

Таблица 1 – Средние ошибки идентификации параметров объектов  
Новый алгоритм DisNet  TUD-DCNN  

Параметр САО СОО СОО* СОО* 

Ширина объекта 𝑤об 0,07 м 0.5% - - 

Длина объекта 𝑙об 0,22 м 1.7% - - 

Расстояние 𝑧об 1,3 м 9% 11% - 

Угол ориентации θ 5,7о 6% - 9.8% 

* приведены данные, известные из публикаций. 

 На основе анализа результатов исследования был сделан вывод, что полученные 

показатели качества определения параметров объектов разработанным алгоритмом 

выше, чем у существующих специализированных решений, и могут считаться 

приемлемыми для практического применения. 
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В четвертой главе описаны архитектура разработанного нейросетевого 

алгоритма идентификации проходимого пространства, целевые функции, 

предложенные для его обучения, и результаты исследования обученного алгоритма.  

Разработанный алгоритм основан на сверточной нейронной сети Enet. Решаемая 

им задача семантической сегментации формулируется следующим образом: на 

основании информации, содержащейся в изображении x, назначить каждому пикселю 

изображения метку ŷ ∈ {0, 1}, где 0 – «непроходимое пространство», а 1 – «проходимое 

пространство». 

Для обучения нейронной сети предложены новые целевые функции, которые 

реализуют возможность наложения штрафа на ложноположительные оценки двумя 

различными способами. В качестве первого варианта предлагается целевая функция, 

полученная из классической целевой функции Сёренсена–Дайса путем введения в 

знаменателе весового коэффициента 𝛼 при ложноположительных и (1 − 𝛼) при 

ложноотрицательных оценках. Для данной функции было принято название 

«взвешенная функция Сёренсена–Дайса», в качестве сокращенного названия 

используется англоязычная аббревиатура WSDF (Weighted Sørensen–Dice Function): 

𝑊𝑆𝐷𝐹(𝑃, 𝐺|𝛼) = 1 −
|𝑃𝐺| + 1

|𝑃𝐺| + 𝛼|𝑃\𝐺| + (1 − 𝛼)|𝐺\𝑃| + 1
, 

 

(14) 

где \ означает разность множеств, P– множество оценок алгоритма, G – истинное 

множество меток. При 𝛼 = 0.5 функция 𝑊𝑆𝐷𝐹 принимает форму классической 

функции Сёренсена–Дайса.  

На пиксельном уровне целевая функция 𝑊𝑆𝐷𝐹 может быть записана как: 

𝑊𝑆𝐷𝐹(𝑦, 𝑦̂| 𝛼) = 1 −
∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 1

∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 𝛼 · ∑ (1 − 𝑦𝑖)

ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + (1 − 𝛼) · ∑ 𝑦𝑖(

ℎ ·𝑤
𝑖=1 1 − 𝑦̂𝑖) + 1

, (15) 

где 𝑦𝑖 – истинная метка i-го пикселя, 𝑦̂𝑖– метка i-го пикселя, предсказанная алгоритмом, 

ℎ – высота изображения в пикселях, 𝑤– ширина изображения в пикселях. 

В качестве второго варианта предлагается целевая функция, полученная путем 

добавления доли ложноположительных оценок (англ. False Positive Rate, FPR) к 

целевой функции Сёренсена-Дайса с весовым коэффициентом β в качестве 

самостоятельного слагаемого:  

𝑆𝐷𝐹 + 𝐹𝑃𝑅(𝑃, 𝐺|𝛽) = 1 −
2|𝑃𝐺| + 1

|𝑃| + |𝐺| + 1
+ 𝛽

|𝐺\𝑃|

|𝑈 − 𝐺|
.   

 

 (16) 

На пиксельном уровне эта функция записывается следующим образом: 

𝑆𝐷𝐹 + 𝐹𝑃𝑅(𝑦, 𝑦̂| 𝛽) = 1 −
2∑ 𝑦𝑖

ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 1

∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 + ∑ 𝑦̂𝑖

ℎ ·𝑤
𝑖=1 + 1

+  𝛽
∑ 𝑦𝑖(
ℎ ·𝑤
𝑖=1 1 − 𝑦̂𝑖)

∑ (1 − 𝑦𝑖)
ℎ ·𝑤
𝑖=1

.  
 

(17) 

Для сокращенного обозначения этой функции принята англоязычная 

аббревиатура SDF+FPR (от Sørensen–Dice Function + False Positive Rate). 

Предложенные целевые функции были использованы при обучении 

разработанной нейронной сети. В качестве обучающей выборки использовался набор 

данных «Cityscapes», который предназначен для реализации различных подходов к 

анализу данных о движении автомобиля в городских условиях. В наборе содержится 

5000 аннотированных изображений, которые через равные промежутки времени 

извлекались из видеопотока камеры, установленной по направлению движения 

автомобиля. По завершении обучения алгоритмы были протестированы на отдельной 

тестовой выборке, экземпляры которой не входят в обучающую выборку. 
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Для оценки качества функционирования обученного алгоритма сегментации 

проходимого пространства были использованы три метрики: коэффициент Жаккара 

(IoU), доля ложноотрицательных оценок (False Negative Rate, FNR) и доля 

ложноположительных оценок (False Positive Rate, FPR). Для оценки эффекта 

варьирования весовых коэффициентов были рассчитаны процентные соотношения 

между метриками, полученными при использовании исходной функции Сёренсена–

Дайса, и метриками, которые были обеспечены модифицированными функциями 

WSDF и SDF + FPR с различными величинами весовых коэффициентов. Полученные 

соотношения представлены в таблице 2 для результатов исследования на тестовой 

выборке. 

 

Таблица 2 – Процентное изменение метрик качества алгоритма сегментации в 

зависимости от весовых коэффициентов целевых функций (тестовая выборка) 

Целевая функция WSDF Целевая функция SDF + FPR 

Метрики Весовые коэффициенты Метрики Весовые коэффициенты 

α =0.67 α =0.8 𝜷 =1.5 𝜷 =3.0 

IoU -0.06% -2% IoU -0.5% -1.5% 

FPR -10% -21% FPR -16% -19% 

FNR 25% 30% FNR 13% 26% 

Как видно из таблицы, повышение весового коэффициента при 

ложноположительных оценках приводит к незначительному снижению метрики IoU 

(не более 2%), которая характеризует общую точность распознавания. Снижение 

показателя FPR при переходе от обучения с применением исходной целевой функции 

Сёренсена-Дайса к целевым функциям с весовыми коэффициентами характеризует 

уменьшение площади изображения, ложно распознанной как подходящей для 

движения автомобиля. Рост метрики FNR говорит об увеличении площади 

изображения, ложно распознанной в качестве недоступной для движения. 

Наглядное представление об изменениях в поведении нейронной сети в 

зависимости от наличия или отсутствия штрафа за ложноположительные оценки дает 

визуализация результатов распознавания на отдельных экземплярах тестовой выборки. 

На рисунке 9 приведены примеры распознавания дорожной обстановки сетью, 

обученной с использованием целевой функции WSDF при 𝛼=0.5 (классическая 

функция) и 𝛼=0.8. 

 

 
а)        б) 

Рисунок 9 – Изменение результатов распознавания участка проезжей части и 

пешеходной зоны (слева от автомобиля) в зависимости от значения весового 

коэффициента 𝛼. а) 𝛼=0.5, б) 𝛼=0.8 
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На изображении красной границей отмечена область, которая была ошибочно 

идентифицирована в качестве части проходимого пространства при использовании 

сети, обученной без штрафа. В случае 𝛼 = 0.8 данная область распознается адекватно – 

как недоступная для движения. Таким образом, наложение штрафа на 

ложноположительные срабатывания позволяет скорректировать оценку алгоритмом 

критичных участков окружающего пространства, предотвратив ошибочное 

распознавание пешеходных зон в качестве проезжих. 

В пятой главе приведено описание и исследование разработанного алгоритма 

планирования траектории движения автомобиля. Алгоритм представляет собой 

сверточную нейронную сеть, принимающую на вход карту занятого пространства и 

информацию о начальной и конечной точке движения. Карта занятого пространства 

является классическим представлением окружающего пространства. Она присваивает 

каждой паре координат x,y в дискретизированном пространстве двоичное значение, 

которое указывает, занято ли место каким-либо объектом или нет. Схема архитектуры 

алгоритма представлена на рисунке 10. 

 
Рисунок 10 – Архитектура разработанного нейросетевого алгоритма 

планирования траектории движения автомобиля 

Для обучения алгоритма была предложена оригинальная целевая функция, 

состоящая из компонентов, каждый из которых позволяет регулировать выдаваемые 

обученной сетью параметры траектории, а также динамические и управляющие 

параметры автомобиля при его движении по этой траектории. Целевая функция 

состоит из следующих компонентов-штрафов: 

 компонент отсутствия столкновений с внешними объектами (𝑙𝑝
об);  

 компонент достижения конечной точки маршрута (𝑙к.т.);  
  компонент, ограничивающий максимальное боковое ускорение автомобиля (𝑙𝑝

𝑎𝑦
);  
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 компонент, ограничивавший скорость поворота рулевого колеса (𝑙𝑝
р.к.

). 

Также в модели движения автомобиля, используемой при обучении алгоритма, 

реализовано ограничение на максимальный угол поворота рулевого колеса. 

Совокупность этих компонентов позволяет построить траекторию, 

обеспечивающую движение автомобиля по проезжей части без столкновений с 

другими участниками дорожного движения и внешними объектами, а также с 

обеспечением характеристик движения и управления автомобилем, задаваемых на 

основе физических ограничений и условий комфорта пассажиров. 

Значение целевой функции определяется как усредненная по количеству 

отсчетов взвешенная сумма критериев 𝑙𝑝
об, 𝑙𝑝

𝑎𝑦
 и 𝑙𝑝

р.к.
 при прохождении построенной 

опорной траектории и критерия по удалению от точки назначения: 

𝐽 = 𝑊к.т. ∙ 𝑙
к.т. +

1

𝑞
∑(𝑙𝑝

об +𝑊𝑎у ∙ 𝑙𝑝
𝑎𝑦
+𝑊р.к. ∙ 𝑙𝑝

р.к.
),

𝑝=𝑞

𝑝=0

 

 

(18) 

где 𝑊об, 𝑊𝑎𝑦, 𝑊р.к, 𝑊к.т. – весовые коэффициенты, которые являются параметрами 

обучения алгоритма, p – номер отсчета, q – количество отсчетов. 

 Для вычисления компонента целевой функции по отсутствию столкновений с 

внешними объектами определяется поле штрафов, значение которого в некоторой 

точке пространства может быть интерпретировано как интенсивность 

соприкосновения этой точки с объектами окружения. Для получения из поля штрафов 

информации об интенсивности столкновения автомобиль представляется в виде сетки 

из множества контрольных точек (внутри и снаружи автомобиля), в которых 

происходит замер значений штрафов. Пусть 𝑜𝑎,𝑏, 𝑜𝑘 – точки внутреннего и внешнего 

подмножеств соответственно, где a, b, k – индексы точек, 𝑜𝑐 – центральная точка 

прямоугольника, охватывающего автомобиль. Тогда компонент целевой функции по 

отсутствию столкновений для временного отсчета t определяется как: 

𝑙𝑡
об = 𝑊внутр ∑ 𝐷(𝑜𝑎,𝑏)

𝑎=𝑛,𝑏=𝑛

𝑎=1,𝑏=1

+𝑊внеш ∑ 𝐷(𝑜𝑘)

4(𝑛−1)

𝑘=1

+𝑊центр𝐷(𝑜𝑐), 
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где 𝐷(𝑥) – значение штрафа в узле x сегмента траектории, 𝑊центр, 𝑊внутр, 𝑊внеш  – 

весовые коэффициенты, выбираемые из условия: 𝑊центр˃˃𝑊внутр˃𝑊внеш , n – 

количество точек по оси. 

В компоненте целевой функции по удалению от точки назначения линейные 

расстояния и угол, определяющие ошибку между реальным положением автомобиля и 

целевой точкой, используются для формирования следующего выражения штрафа: 

𝑙к.т. = ((
1

25.6
𝑥∆)

2 + (
1

25.6
𝑦∆)

2 + ((0.5 +
1

2𝜋
𝜑∆))

2), 
 

(20) 

где 𝑥∆– ошибка по оси x, 𝑦∆– ошибка по оси y, 𝜑∆– ошибка по углу. 

Штрафной компонент по скорости поворота рулевого колеса 𝜃̇р.к. выражает 

превышение заданного порогового значения 𝜃̇р.к.,𝑚𝑎𝑥: 

𝑙𝑝
р.к.

= ((𝑚𝑎𝑥(0, |𝜃̇р.к.| −  𝜃̇р.к.,𝑚𝑎𝑥))
2
, (21) 

 

Данный критерий принимает значение 0, если на текущем временном отсчете нет 

превышения порогового значения. В противном случае штраф равен квадрату 

превышения порогового значения. 
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Аналогичным образом формулируется штрафующий компонент по боковому 

ускорению автомобиля: 

𝑙𝑝
𝑎𝑦
= ((𝑚𝑎𝑥(0, |𝑎𝑦| −  𝑎𝑦𝑚𝑎𝑥)

)
2

, 
(22) 

где 𝑎𝑦 – боковое ускорение автомобиля, 𝑎𝑦𝑚𝑎𝑥– пороговое значение бокового ускорения. 

Разработанный алгоритм планирования траектории был обучен с применением 

динамической модели автомобиля, параметризованной в соответствии с 

характеристиками автомобиля «Лада Веста». В качестве обучающей выборки был 

использован набор данных содержащий 134509 сценариев с различными дорожными 

ситуациями, разделенными на тестовую и обучающую выборки.  

По завершении процесса обучения было проведено исследование 

разработанного нейросетевого алгоритма в сравнении с наиболее распространенными 

алгоритмами-аналогами – RRT* и Hybrid A*– используемыми в программно-

аппаратной платформе Autoware, которая предназначена для разработки АСУД. 

Сравнительное исследование алгоритмов проводилось в одинаковых условиях 

движения, определяемых скоростью автомобиля и конфигурацией окружающего 

пространства. Задачей каждого из сравниваемых алгоритмов являлось построение 

траектории между заданными начальной и конечной точками. После того, как 

траектория была сгенерирована алгоритмом, выполнялся вычислительный 

эксперимент, в котором математическая модель автомобиля двигалась по построенной 

траектории под управлением траекторного регулятора Pure Pursuit. Пример 

результатов исследования, в котором разработанный алгоритм сравнивается с 

алгоритмом Hybrid A*, приведен на рисунке 11. 

Как видно из приведенных визуализаций траекторий и графиков параметров 

движения, синтезированный в работе нейросетевой алгоритм позволяет строить 

траектории, отличающиеся от результатов алгоритма-аналога меньшими амплитудами 

параметров движения и управляющих воздействий, а также отсутствием их резких 

изменений. Траектория, построенная алгоритмом Hybrid A*, требует интенсивного 

вращения рулевого колеса: со скоростью около 1000 °/с в момент времени 0.25 с и со 

скоростью более 1400 °/с в момент времени 4.1 с.  В обозначенные моменты времени 

также достигаются высокие боковые ускорения – вплоть до 8 м/с2, что не позволяет 

говорить о комфортности выполнения маенвров. Также следует отметить, что исходная 

траектория, построенная алгоритмом-аналогом, имеет характер ломаной линии, что 

делает ее непригодной для движения автомобиля без дополнительной фильтрации. Эта 

фильтрация была введена посредством уменьшения коэффициента усиления 

регулятора Pure Pursuit, что дало эффект сглаживания, хорошо различимый на рисунке. 

Напротив, благодаря учету в разработанном нейросетевом алгоритме динамических 

свойств автомобиля и ограничений на его параметры движения и управления, 

генерируемые им результаты являются более реалистичными с точки зрения 

физической достижимости и не требуют дополнительной обработки. 

В таблице 3 представлены процентные соотношения между значениями 

параметров движения и управления автомобилем, полученными в результате работы 

алгоритмов RRT* и Hybrid A*, и значениями соответствующих параметров, 

полученными при использовании разработанного нейросетевого алгоритма. Значения 

∆𝑅𝑅𝑇 и ∆𝐻𝑦𝑏𝑟𝑖𝑑 𝐴, превышающие 100%, означают лучшее качество работы 

разработанного алгоритма по сравнению с алгоритмами-аналогами. 
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Рисунок 11 – Результаты построения траектории движения автомобиля в заданной 

дорожной обстановке. а, в –  разработанным нейросетевым алгоритмом,  

б, г – алгоритмом Hybrid A*. Скорость движения автомобиля 20 км/ч. 



22 
 

Таблица 3 – Сравнение амплитудных значений параметров движения автомобиля 

Параметр ∆Hybrid A, % ∆RRT, % 

𝑎𝑦,𝑚𝑎𝑥, м/с2 123…164 113…146 

𝜔𝑧,𝑚𝑎𝑥, о/с 115…138 107…203 

𝛿РК,𝑚𝑎𝑥, о 106…142 108…197 

𝑑𝛿РК,𝑚𝑎𝑥/𝑑𝑡, 
о/с 207…287 175…810 

 

Для исследования способности разработанного алгоритма производить 

планирование траектории в условиях динамического окружения было проведено 

исследование в дорожных ситуациях с присутствующими подвижными объектами. На 

рисунке 12 приведены кадры визуализации одного из полученных маневров при его 

разворачивании во времени. Скорость автомобиля составляла 20 км/ч, а скорость 

подвижного объекта в окружении – 12 км/ч. Синий крест обозначает точку начала 

движения, синий прямоугольник обозначает положение автомобиля в пространстве, 

зеленый крест обозначает точку назначения. По условию исследования безопасность 

достижения точки назначения не гарантировалась. 

 
Рисунок 12 – Результаты построения траектории движения автомобиля в меняющейся 

дорожной обстановке. Маневр уклонения от лобового столкновения 

Проведенное исследование показало, что разработанный нейросетевой алгоритм 

способен адекватно строить безопасные траектории при разных скоростях движения 

автомобиля, в разных масштабах окружающего пространства и в условиях наличия в 

дорожном окружении как статических, так и подвижных объектов. 

 

ОСНОВНЫЕ РЕЗУЛЬТАТЫ И ВЫВОДЫ 

1. Проведенный анализ исследований в предметной области позволил выявить 

ключевые недостатки известных алгоритмов, составляющих основу АСУД. Для 

устранения выявленных недостатков и создания усовершенствованных алгоритмов 

АСУД была выработана концепция, сочетающая использование методов теории ВАДС 

и теории анализа данных посредством нейросетевых алгоритмов. 

2. Синтезирован нейросетевой алгоритм АСУД, позволяющий планировать 

траекторию движения автомобиля с учетом конфигурации проходимого пространства, 

динамических свойств автомобиля и ограничений, налагаемых на параметры его 

движения и управления. Проведенное исследование показало, что алгоритм способен 

адекватно строить безопасные траектории движения автомобиля при разных скоростях 
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выполнения маневров до 50 км/ч, в разных масштабах представления окружающего 

пространства при наличии в нем как статических препятствий, так и подвижных 

объектов. В сравнении с известными решениями применение алгоритма позволяет 

существенно улучшить значения параметров движения и управления автомобиля, 

делая управление физически реализуемым и комфортным. Максимальные значения 

снижаются в среднем для бокового ускорения на 27%, для скорости рыскания 

автомобиля на 29%, для угла поворота рулевого колеса на 28%, для скорости вращения 

рулевого колеса на 73%. 

3. Для обучения алгоритма планирования траектории разработаны 

математическая модель динамики автомобиля и модель водителя в виде траекторного 

регулятора Pure Pursuit. Оценка адекватности и точности моделей была выполнена с 

помощью экспериментальных данных, полученных в результате дорожных испытаний 

автомобиля. Полученные в результате сравнения вычислительных и физических 

экспериментов величины погрешностей расчета основных параметров движения 

автомобиля в среднем составили: СКО 𝜔𝑧≈ 4%, СКО 𝑎𝑦  ≈ 19,5%, ∆сред.≈ 0,06…0.15 м, 

∆макс.≈ 0.09…0.38 м, что позволило сделать вывод о приемлемой адекватности и 

точности разработанных моделей и возможности их применения в задачах разработки 

и обучения алгоритма построения траектории. 

4. Разработан нейросетевой алгоритм автомобильного технического зрения для 

идентификации и классификации участников дорожного движения, а также оценки их 

параметров. Исследование показало, что метрика качества mAP разработанного 

алгоритма составляет 70.3%, что соответствует уровню лучших известных алгоритмов-

детекторов. Погрешности идентификации параметров объектов составили 0.5% для 

ширины объекта, 1.7% для длины. Ошибка идентификации положения объекта в 

реальном пространстве  составляет 9% для расстояния до объекта и 6% для угла 

ориентации объекта, что лучше, чем у рассмотренных аналогов, на 18% и 38% 

соответственно. Быстродействие алгоритма на 82% превышает данный показатель 

программного комплекса, способного выполнять аналогичный набор функций. Таким 

образом, применение разработанного алгоритма позволит повысить точность оценки 

параметров участников дорожного движения и снизить вычислительную и 

архитектурную сложность программной части системы технического зрения. 

5. Синтезирован алгоритм анализа дорожной обстановки средствами 

компьютерного зрения с распознаванием проходимого пространства. Предложены 

оригинальные функции обучения алгоритма, в которых предусмотрена возможность 

введения штрафов за ложноположительные оценки проходимого (проезжего) 

пространства. Обучение с использованием разработанных целевых функций показало 

свою эффективность в снижении количества ложноположительных ошибок 

распознавания как на обучающей, так и на тестовой выборках. Результаты 

экспериментов на тестовой выборке продемонстрировали снижение доли 

ложноположительных оценок в среднем на 21% при использовании функции WSDF и 

на 19% при использовании функции SDF+FPR. Как количественные, так и 

качественные результаты исследования показывают, что предложенный подход к 

обучению нейронных сетей может существенно повысить адекватность работы систем 

технического зрения, тем самым обеспечивая безопасность автоматического движения 

автотранспортных средств. 
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